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ZASTOSOWANIE METODY GRUPOWANIA
SEKWENCJI CZASOWYCH DO ROZPOZNAWANIA MOWY NA PODSTAWIE UKRYTYCH MODELI MARKOWA
Abstract


A problem of hidden Markov models formation on the basis of recorded speech is considered in this paper. The key issue is the designation of a Markov model set. The assumption is that each HMM state is associated with clusters of observations. The clusters may be obtained by gathering of observations sequences for a speech signal. The originality of the problem lies in that the clustered elements determine time sequence, and received groups may determine only segments of a sequence. Two time sequences grouping methods have been elaborated. The first one gives possibility to receive separate groups. By the use of the second one it is possible to obtain groups which criss-cross one another.
Streszczenie

Artykuł dotyczy problemu tworzenia ukrytych modeli Markowa na podstawie zarejestrowanych wypowiedzi. Kluczowym problemem jest tu wyznaczenie zbioru stanów modelu Markowa. Przyjęto, że stany modelu są określone przez skupienia obserwacji. Skupienia te można uzyskać drogą grupowania sekwencji obserwacji sygnału mowy. Oryginalność tego problemu polega na tym, że grupowane elementy stanowią sekwencję, a uzyskane grupy mogą stanowić tylko segmenty sekwencji. Opracowano dwie metody grupowania sekwencji czasowych. Pierwsza metoda umożliwia uzyskanie grup rozłącznych. W wyniku zastosowania drugiej metody otrzymujemy grupy, które mogą się na siebie nakładać. 
1. WPROWADZENIE

Struktura czasowa sygnału mowy jest niezdeterminowana. Dlatego w procesach automatycznego  rozpoznawania mowy do modelowania jednostek akustycznych często wykorzystuje się ukryte modele Markowa (ang. Hidden Markov Models, HMM).


Podstawę rozpoznawania mowy stanowi sygnał próbkowany ze stałą częstotliwością Fs. Przyjmuje się założenie, że właściwości (cechy) sygnału mowy nie zmieniają się w krótkim okresie czasu, w tzw. ramkach czasowych. Ramki mają jednakową szerokość i mogą zachodzić na siebie. Cechy wyznaczone na podstawie ramki o numerze t stanowią obserwację – oznaczaną jako ot. Cechy wyznaczone w kolejnych, dyskretnych momentach czasu t = 1, ..., T wyznaczają sekwencję obserwacji O = (o1, ..., oT). Numery ramek czasowych tworzą zbiór chwil czasowych modelu. Obserwacje ot są losowe, a ich rozkład prawdopodobieństwa może być różny dla różnych chwil czasowych. Przyjmuje się, że rozkład prawdopodobieństwa obserwacji ot jest zależny od stanu qt procesu Markowa. Stanów procesu Markowa nie można bezpośrednio widzieć (są one ukryte). Istnienie każdego z nich objawia się tylko tym, że generowane ciągi obserwacji są zgodne z różnymi rozkładami prawdopodobieństwa.

Podstawę proponowanego rozwiązania stanowi spostrzeżenie, że stan modelu można kojarzyć ze skupieniami obserwacji w przestrzeni cech. Wyodrębnienie skupień może stanowić punkt wyjścia do określenia rozkładów prawdopodobieństwa, zgodnie z którymi zostały wygenerowane obserwacje.


Osobliwość modeli Markowa wykorzystywanych w zadaniach rozpoznawania mowy polega na założeniu, że trajektoria (będąca sekwencją stanów modelu) nie powraca do stanów, w których model przebywał w poprzednich chwilach czasowych (tzn. może pozostać w aktualnym stanie albo przejść do dowolnego ze stanów następnych). Modele HMM tego typu są określane jako „lewy – prawy” (zgodnie z diagramem przejść łańcucha). Wskazana osobliwość sprawia, że bezpośrednie wykorzystanie znanych metod grupowania jest niewskazane, ponieważ metody te nie przewidują istnienia struktury czasowej grupowanych elementów.

2. UKRYTE MODELE MARKOWA

Poniżej przedstawiono podstawowe zagadnienia dotyczące ukrytych modeli Markowa szczególnego rodzaju: umożliwiające ich łączenie. Metodę łączenia modeli HMM zaproponował Young [7]. Uzupełnił on model HMM o dwa stany: nieemisyjny stan wejściowy – pierwszy stan modelu oraz nieemisyjny stan wyjściowy – ostatni stan modelu o numerze N. Pozostałe stany przyjął jako stany emisyjne i założył, że tylko one mogą generować obserwacje. Takie postępowania spowodowało, że zbiory chwil czasowych są różne dla obserwacji i procesu zmiany stanów. Sekwencję obserwacji, poczynionych w dyskretnych momentach czasu od t = 1 do czasu t = T, oznaczamy następująco: O = (o1, o2, ..., ot, …, oT). Chwile czasu t dla obserwacji tworzą zbiór chwil czasowych: t ( {1, ..., T}, a dla procesu zmiany stanów zbiór: {0, 1, ..., T, T+1}. Cecha ta odróżnia model Younga od zwykłego modelu HMM. Rozpatrywany ukryty model Markowa zapisywać będziemy następująco:
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gdzie:

· A – macierz przejść,

· B – wektor rozkładów obserwacji.


Proces zmiany stanów modelu HMM opisuje się jednorodnym łańcuchem Markowa. Niech zmienna qt oznacza stan modelu, w którym znajduje się model, w dyskretnym momencie czasu t ( 0. System jest „gotowy do pracy”, gdy model znajduje się w nieemisyjnym stanie wejściowym, dlatego zawsze q0 = 1. W dyskretnej chwili czasu T+1 model zawsze znajdzie się w nieemisyjnym stanie wyjściowym, czyli qT+1 = N. Dla t ( ((1, T( model może przebywać w jednym z N-2 różnych stanów emisyjnych, czyli qt ( {2, ..., N-1}. Przyjmuje się, że sekwencja stanów Q = (q0, q1, ..., qT, qT+1) nie jest znana. Prawdopodobieństwa przejść pomiędzy kolejnymi stanami opisuje się macierzą przejść A = [ aij ], gdzie:.
aij=P(qt+1 = j | qt = i), i ( {1, …, N}, j ( {1, …, N}.

Początkowy rozkład prawdopodobieństwa stanów jest punktowy: q0 = 1. Dla procesu obserwacji istotny jest rozkład w chwili t = 1. Określony jest on przez prawdopodobieństwo: a1j, gdzie j ( {2, ..., N-1} (przejścia z nieemisyjnego stanu wejściowego do dowolnego stanu emisyjnego modelu). Wartość a1N równa jest prawdopodobieństwu pominięcia modelu (jest to prawdopodobieństwo przejścia z nieemisyjnego stanu wejściowego do nieemisyjnego stanu wyjściowego). Prawdopodobieństwo pominięcia końcowych stanów emisyjnych aiN, gdzie i ( {2, ..., N-1}, może być niezerowe. Jeżeli A jest macierzą trójkątną górną (aij = 0 dla i > j), to model nazywa się „lewy – prawy”. Jest on zwykle stosowany do modelowania jednostek akustycznych [7]. W dostępnej literaturze brak jest informacji na temat stosowania innych typów ukrytych modeli Markowa w zadaniach rozpoznawania mowy.


Sposób generowania obserwacji zależy od aktualnego stanu. Jest on charakteryzowany przez rodzinę rozkładów prawdopodobieństw B. W ogólnym przypadku jest to wektor, którego współrzędne opisują rozkłady prawdopodobieństwa generowania obserwacji przez stany emisyjne modelu HMM:
B = [b2(o) … bN-1(o)],
gdzie:

· bj(o) – funkcja określająca rozkład prawdopodobieństwa wygenerowania obserwacji o przez stan j, gdzie [image: image3.png]


,
· N – liczba stanów modelu HMM.

2.1. Konkatenacja modeli HMM


Metodę łączenia modeli HMM, albo inaczej mówiąc konkatenacji, przedstawił Young w [7]. Jak już zaznaczono, Young do modelu HMM dodał dwa stany: nieemisyjny stan wejściowy oraz nieemisyjny stan wyjściowy. Stany te są wykorzystywane do łączenia modeli. Ideę łączenia przedstawiono na rys. 2.1. Linią przerywaną na rys. 2.1a oznaczono łączenie modeli. Stany nieemisyjne oznaczono szarym kolorem. W wyniku połączenia otrzymano model, który przedstawiono na rys. 2.1b. Połączenie modeli jest równoważne z połączeniem nieemisyjnego stanu wyjściowego modelu (1 z nieemisyjnym stanem wejściowym modelu (2.


Ze względu na mniejszą złożoność obliczeniową, fakt połączenia modeli uwzględnia się tylko w algorytmach ewaluacji i estymacji parametrów HMM. Stosowne algorytmy można znaleźć w [7] i [5].
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Rys. 2.1.

a) sposób łączenia (konkatenacji) modeli HMM
b) wynik konkatenacji modeli HMM

3. GRUPOWANIE SEKWENCJI CZASOWYCH


Celem grupowania jest podział zbioru obiektów na grupy (skupienia) złożone z obiektów jednorodnych bądź podobnych. Wszystkie znane metody grupowania nie uwzględniają kolejności punktów w sekwencji, co jest istotne w przypadku konieczności uwzględnienia następstwa czasu.

Do skonstruowania metod grupowania sekwencji czasowych przyjęto jako wyjściową metodę hierarchiczną [1]. Przyjmuje się, że dane wejściowe procesu grupowania stanowi zbiór punktów: O = {o1, o2, ..., ot, ..., oT}, gdzie: T – liczba punktów. Dopasowanie do konkretnego zadania jest możliwe poprzez odpowiedni dobór metryki, czyli sposobu określania odległości pomiędzy punktami przestrzeni cech oraz odpowiedni dobór sposobu określenia odległości pomiędzy poszczególnymi grupami [1], [2], [3]. Proces grupowania metodą hierarchiczną odbywa się przez kolejne łączenie położonych najbliżej siebie grup. Grupowanie kończy się po uzyskaniu jednej grupy złożonej ze wszystkich punktów. Taki sposób postępowania prowadzi do utworzenia drzewa grupowania, które umożliwia uzyskanie podziału na żądaną liczbę grup albo grup o zadanych właściwościach. Aby ocenić jakość grupowania można posłużyć się współczynnikiem korelacji grupowania (ang. cophenetic correlation coefficient) lub współczynnikiem niezgodności grupowania (ang. inconsistency coefficient) [4], [5].


Opracowane metody grupowania sekwencji czasowych, w odróżnieniu od metody bazowej, polegają na łączeniu tylko grup sąsiednich. Dwie grupy nazwano sąsiednimi pod warunkiem, że w jednej z nich istnieje punkt, który w drugiej grupie ma swój poprzednik albo następnik (w sekwencji). 

W artykule zostaną przedstawione dwie metody grupowania sekwencji czasowych, sekwencji punktów:
· hierarchiczna metoda grupowania rozłącznego,
· hierarchiczna metoda grupowania z nakładaniem.

3.1. Hierarchiczna metoda grupowania rozłącznego sekwencji punktów

Niech d(on, oz) oznacza odległość pomiędzy punktami w przestrzeni D ( wymiarowej, gdzie:
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Przez Gn oznaczono grupę o numerze n, Tn – jej liczebność (n = 1, ..., N) a [image: image7.png]


– element grupy Gn o indeksie z, a dist(Gn, Gk) niech oznacza odległość pomiędzy grupą Gn a Gk. Wstępnie przyjmuje się, że każdy punkt stanowi oddzielną grupę. Punkt o1 grupę G1, punkt o2 grupę G2, itd. Na tej podstawie należy wyznaczyć odległości pomiędzy punktem sekwencji a jego następnikiem. Istotne są tylko odległości pomiędzy sąsiednimi punktami a w konsekwencji przyjętego założenia pomiędzy sąsiednimi grupami. Następnie, według jednego wybranego sposobu określania odległości pomiędzy grupami, należy wyznaczyć wektor odległości dist(Gn, Gn+1) pomiędzy grupami Gn i Gn+1. W tej sytuacji każdy element wektora odpowiada odległości pomiędzy grupą a jej następnikiem: pierwszy element – odległość pomiędzy grupą G1 a grupą G2, drugi element ( odległość pomiędzy grupą G2 a grupą G3 itd. Stosowne zależności, niezbędne do wyznaczenia odległości pomiędzy punktami oraz grupami, zostały przedstawione w [3].
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Rys. 3.1.
Grupowanie sekwencji punktów w cztery grupy rozłączne – uzyskano

następujące grupy: G10 = {1, 2, 3, 4, 5}; G9 = {6, 7, 8, 9, 10}; G4 = {11, 12}; G11 = {13, 14, 15}


Dane wejściowe jednego kroku grupowania stanowi wektor odległości dist(Gr, Gs) pomiędzy sąsiednimi grupami. Po wyszukaniu pary sąsiednich grup (Gp, Gq), które są położone najbliżej siebie, następuje połączenie ich w jedną grupę Gp ( Gq i zostaje określony nowy wektor odległości. Zmianie ulegają jedynie odległości do sąsiadów grupy Gp ( Gq. Wartości dist(Gr, Gp ( Gq) wyznacza się na podstawie znanych wartości: dist(Gr, Gp), dist(Gr, Gq) oraz dist(Gp, Gq). Grupowanie kończymy po uzyskaniu jednej grupy, złożonej ze wszystkich punktów.


W przypadku metody grupowania sekwencji czasowych należy wyznaczyć T - 1 liczb reprezentujących odległości pomiędzy sąsiednimi punktami sekwencji i wykonać T - 1 kroków grupowania dla wyznaczenia drzewa grupowania. Przykład grupowania sekwencji punktów w cztery grupy przedstawiono na rys. 3.1. Na rys. 3.2 przedstawiono drzewo grupowania, na podstawie którego dokonano podziału w cztery grupy.
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Rys. 3.2.
Drzewo grupowania – uzyskane
metodą grupowania rozłącznego sekwencji punktów
3.2. Hierarchiczna metoda grupowania z nakładaniem sekwencji punktów


Metoda umożliwia grupowanie sekwencji punktów z nakładaniem (wynikiem grupowania nie muszą być zbiory rozłączne). Grupowanie rozłączne sekwencji punktów metodą hierarchiczną polega na łączeniu w każdym kroku grupowania dwóch sąsiednich grup, które są położone najbliżej siebie. Na każdym etapie grupowania uzyskuje się grupy rozłączne. W wielu przypadkach korzystniej jest zrezygnować z tego założenia i dopuścić możliwość nakładania się grup.


Każdy etap grupowania z nakładaniem polega na znalezieniu dwóch par sąsiednich grup, które leżą najbliżej siebie. Wynik poszukiwań to 2 pary sąsiednich grup: (Gm, Gn) i (Gp, Gq), m < n, p < q, o odległościach lmn i lpq, przy czym lmn < lpq. Należy rozważyć następujące przypadki:

· istnieje grupa wchodząca w skład obu par, czyli: (m = q albo n = q) albo (m = p albo n = p),

· nie zachodzi pierwszy przypadek.

Wystąpienie pierwszego przypadku oznacza, że grupa Gp albo Gq, jest położona względnie blisko grup Gm i Gn. W tym przypadku tworzy się dwie nowe grupy: Gm ( Gn oraz Gp ( Gq. Zajście drugiego przypadku oznacza, że w miejsce grupy Gm tworzy się tylko grupę Gm ( Gn.


Na każdym etapie grupowania, oprócz połączenia dwóch sąsiednich grup w jedną, zapewniono dodatkowe połączenie jednej z nich do swojego sąsiada. Zasady łączenia grup są podobne jak w przypadku metody opisanej powyżej. Istotą metody jest łączenie tylko grup sąsiednich, w wyniku czego uwzględniona zostaje kolejność punktów w sekwencji. Przykład grupowania punktów w trzy grupy przedstawiono na rys. 3.3. Grupy wydzielono na podstawie drzewa grupowania, które przedstawiono na rys. 3.4.

3.3. Estymacja parametrów modelu wypowiedzi


Estymacji parametrów modeli dokonuje się na podstawie segmentacji zbioru sekwencji uczących. Przyjęto założenie, że segmenty są jednocześnie skupieniami obserwacji w przestrzeni cech. Segmentację wykonuje się wykorzystując wyniki grupowania sekwencji czasowych. Każdą  sekwencję uczącą dzielimy na tyle grup z ilu stanów emisyjnych składa się model – każda grupa  reprezentuje stan emisyjny modelu wypowiedzi.
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Rys. 3.3.
Grupowanie sekwencji punktów w trzy grupy – uzyskano
następujące grupy (punkty: 7, 8, 9 wchodzą w skład dwóch grup):
G10 = {1, 2, 3}; G9 = {4, 5, 6, 7, 8, 9}; G4 = {7, 8, 9, 10}
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Rys. 3.4.
Drzewo grupowania – uzyskane
metodą grupowania z nakładaniem sekwencji punktów
Najważniejsze własności algorytmu, to:

· estymacja parametrów modeli HMM bez wstępnej segmentacji,

· jednoczesna estymacja parametrów wszystkich modeli HMM.

Jednak najważniejszą własnością algorytmu estymacji parametrów modelu wypowiedzi jest możliwość jednoczesnej estymacji parametrów modeli HMM, które wchodzą w skład modelu wypowiedzi. Uzyskana segmentacja określa przyporządkowanie obserwacji stanom modeli jednostek akustycznych, co umożliwia później estymację parametrów modeli HMM.


Oznaczmy zbiór sekwencji uczących jako {O r}, r = 1, ..., R, gdzie R ( liczba sekwencji uczących reprezentujących wypowiedź W. Niech konkatenacja modeli HMM:

[image: image12.png]



oznacza model wypowiedzi W, gdzie (k jest modelem jednostki akustycznej a & operatorem konkatenacji. Estymacji parametrów modeli (k dokonuje się na podstawie zbioru sekwencji uczących {O r}, r = 1, ..., R, gdzie R – liczba sekwencji uczących, które reprezentują wypowiedź W. Każda sekwencja obserwacji O r składa się z T r obserwacji (punktów). Każdy model składa się z dwóch stanów nieemisyjnych (wejściowego i wyjściowego) oraz z N (k) ( 2 stanów emisyjnych. Przez N oznaczmy liczbę stanów emisyjnych modelu wypowiedzi, czyli:
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gdzie:

· N
– liczba stanów emisyjnych konkatenacji (,

· N (k)
– liczba wszystkich stanów modelu (k,

· K
– liczba modeli.

W modelu HMM przyjmuje się, że tylko stany emisyjne generują obserwacje. Stany te utożsamia się ze skupieniami punktów w przestrzeni cech wygenerowanymi zgodnie z pewnym rozkładem prawdopodobieństwa. Estymacji parametrów modeli dokonuje się na podstawie segmentacji zbioru sekwencji uczących. Segmentację wykonuje się wykorzystując wyniki grupowania sekwencji czasowych. Według przyjętej metody grupowania wyznaczamy drzewo grupowania, a następnie dzielimy sekwencję na N grup. Każda grupa reprezentuje stan emisyjny modelu wypowiedzi.
4. WYNIKI BADAŃ

Wszystkie doświadczenia wykonano przy pomocy laboratoryjnego systemu rozpoznawania mowy, który zbudował autor artykułu. Obliczenia przeprowadzono na komputerze z procesorem AMD Athlon® XP 1700+ z pamięcią RAM 1024 MB.
Tab. 4.1. Słownik systemu

	z
	Słownik systemu
	Liczba sekwencji

	
	element słownika Wz
	transkrypcja

fonetyczna
	liczba stanów emisyjnych
	uczących
	testowych

	0
	zero
	qzeroq
	14
	90
	20

	1
	jeden
	qjedenq
	17
	95
	20

	2
	dwa
	qdwaq
	11
	94
	20

	3
	trzy
	qtsyq
	11
	95
	20

	4
	cztery
	qcteryq
	17
	94
	19

	5
	pięć
	qpęćq
	11
	95
	20

	6
	sześć
	qseśćq
	14
	94
	19

	7
	siedem
	qśedemq
	17
	95
	20

	8
	osiem
	qośemq
	14
	94
	20

	9
	dziewięć
	qźewęćq
	17
	95
	20



Jako zbiór uczący oraz zbiór testowy użyto plików dźwiękowych z zasobu mowy „Robot”. Pliki zawierają szesnastobitowe próbki sygnału mowy, pozyskane z częstotliwością próbkowania Fs = 22,05 kHz i zakodowane w formacie Microsoft PCM. Sekwencje obserwacji pozyskano stosując ramki czasowe o szerokości 15 ms. Ramki nakładały się na siebie w połowie swojej szerokości. Z każdej ramki wyznaczono 10 współczynników LPC oraz 15 współczynników MFCC [5].


W tab. 4.1 przedstawiono słownik systemu oraz liczbę sekwencji uczących i testowych. Jako jednostkę akustyczną przyjęto głoskę. Na początku i na końcu każdej wypowiedzi dodano „głoskę q”, który oznacza ciszę. Modele jednostek akustycznych to modele „lewy – prawy” (rys. 4.1). Składają się one z trzech stanów emisyjnych oraz dwóch stanów nieemisyjnych: wejściowego i wyjściowego, które na rys. 4.1a oznaczono szarym tłem. Wyjątkiem jest model „ciszy” (rys. 4.1b), który składa się z dwóch stanów nieemisyjnych i jednego stanu emisyjnego. Jako zbioru uczącego użyto 941 sekwencji obserwacji. Zbiór testowy składał się z 198 sekwencji obserwacji.


W celu dokonania oceny możliwości estymacji parametrów modeli wypowiedzi przy wykorzystaniu opracowanych metod grupowania sekwencji czasowych przeprowadzono następujący eksperyment. Jako metodę odniesienia przyjęto metodę Bauma – Welcha. Wyznaczono parametry modeli wypowiedzi i przeprowadzono rozpoznawanie sekwencji testowych. Na ich podstawie dokonano oceny tych możliwości Dodatkowo zbadano wpływ sposobu łączenia w grupy na skuteczność rozpoznawania wypowiedzi.
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Rys. 4.1.

Diagram dozwolonych przejść dla: a) modelu głoski, b) modelu „ciszy”


Ocena możliwości wykorzystania do estymacji parametrów modeli wypowiedzi metod grupowania sekwencji czasowych jest pośrednia – na podstawie oceny skuteczności systemu rozpoznawania mowy. Wykorzystane wskaźniki oceny systemu rozpoznawania mowy opracowano na podstawie [5], [6]. Przy omawianiu wyników eksperymentu przyjęto następujące oznaczenia:

· [image: image16.png]


– liczba sekwencji testowych wypowiedzi Wz,

· [image: image18.png]


 – liczbę sekwencji obserwacji rozpoznanych jako wypowiedź Wz,

· [image: image20.png]


 – liczba poprawnie rozpoznanych sekwencji obserwacji wypowiedzi Wz,

· [image: image22.png]


 – stopa błędnego przetworzenia obserwacji pochodzących z wypowiedzi Wz,

· [image: image24.png]


 – poziom nieufności rozpoznania wypowiedzi Wz,

· [image: image26.png]


 – skuteczność rozpoznawania wypowiedzi Wz.
4.1. Reestymacja metodą Bauma ( Welcha


Eksperyment polegał na zbadaniu możliwości reestymacji modeli jednostek akustycznych przy wykorzystaniu algorytmu Bauma ( Welcha [5], [7]. Dokonano jednokrotnego pomiaru czasu, dla przedstawionego powyżej zbioru uczącego i konfiguracji komputera Początkowe parametry modeli jednostek akustycznych wyznaczono na podstawie równomiernego podziału sekwencji zbioru uczącego na segmenty. Parametry początkowe wyznaczono w czasie równym 13,5 s. 
Tab. 4.2. Wyniki rozpoznawania po reestymacji metodą Bauma ( Welcha

	
	z
	Suma

	
	0
	1
	2
	3
	4
	5
	6
	7
	8
	9
	

	[image: image27.png]



	20
	20
	20
	20
	19
	20
	19
	20
	20
	20
	198
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	20
	20
	19
	20
	19
	19
	19
	19
	20
	20
	195
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	21
	20
	19
	20
	20
	19
	19
	19
	20
	21
	198


	
	z
	Średnia

	
	0
	1
	2
	3
	4
	5
	6
	7
	8
	9
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	0
	0
	0,05
	0
	0
	0,05
	0
	0,05
	0
	0
	0,015
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	0,048
	0
	0
	0
	0,05
	0
	0
	0
	0
	0,048
	0,015
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	100%
	100%
	95%
	100%
	100%
	95%
	100%
	95%
	100%
	100%
	98,50%


Następnie wykonano pięć iteracji algorytmu Bauma ( Welcha. Jedna iteracja algorytmu trwała około 18 minut. Po dokonaniu reestymacji parametrów modeli jednostek akustycznych przeprowadzono rozpoznawanie sekwencji ze zbioru sekwencji testowych. Wyniki eksperymentu przedstawiono w tab. 4.2.

4.2. Estymacja parametrów modeli wypowiedzi


Doświadczalnie zbadano zastosowanie algorytmów grupowania sekwencji punktów, hierarchicznego grupowania rozłącznego oraz hierarchicznego grupowania z nakładaniem, do estymacji parametrów modeli wypowiedzi. Eksperyment polegał na zbadaniu algorytmu estymacji parametrów modeli wypowiedzi. Pośrednim wskaźnikiem oceny algorytmu jest skuteczność systemu rozpoznawania mowy. Zbadano, czy wybór sposobu określania odległości pomiędzy punktami oraz grupami ma wpływ na skuteczność systemu rozpoznawania mowy.

Tab. 4.3. Wyniki rozpoznawania sekwencji testowych po estymacji parametrów na podstawie grupowania rozłącznego przy określaniu odległości pomiędzy: grupami metodą Warda, pomiędzy punktami według metryki Mahalanobisa

	
	z
	Suma

	
	0
	1
	2
	3
	4
	5
	6
	7
	8
	9
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	20
	20
	20
	20
	19
	20
	19
	20
	20
	20
	198
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	20
	20
	20
	15
	19
	19
	19
	20
	20
	19
	191
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	20
	20
	20
	15
	24
	19
	19
	21
	20
	20
	198


	
	z
	Średnia

	
	0
	1
	2
	3
	4
	5
	6
	7
	8
	9
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	0
	0
	0
	0,25
	0
	0,05
	0
	0
	0
	0,05
	0,035

	[image: image37.png]



	0
	0
	0
	0
	0,208
	0
	0
	0,048
	0
	0,05
	0,031
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	100%
	100%
	100%
	75%
	100%
	95%
	100%
	100%
	100%
	95%
	96,5%



Każdą sekwencję obserwacji, ze zbioru sekwencji uczących, podzielono na grupy. Liczbę grup dobrano do modelu wypowiedzi. Jeżeli sekwencję obserwacji pozyskano z wypowiedzi Wz, to podzielono ją na liczbę grup równą liczbie stanów emisyjnych modelu wypowiedzi (z. Na podstawie tak wydzielonych grup można było estymować parametry modeli HMM, wykorzystując algorytm „estymacji parametrów modelu wypowiedzi”. W pierwszej kolejności dokonano estymacji parametrów modeli wypowiedzi, a następnie dokonano rozpoznawania sekwencji ze zbioru sekwencji testowych. Estymacji parametrów wszystkich modeli jednostek akustycznych, łącznie z grupowaniem sekwencji czasowych, dokonywano w czasie około 3 minut. Dokonano estymacji parametrów modeli wypowiedzi na podstawie wyników grupowania sekwencji uczących hierarchiczną metodą grupowania rozłącznego. Największą skuteczność rozpoznawania, równą [image: image40.png]


 = 96% uzyskano dla łączenia w grupy metodą średniej odległości i przy określaniu odległości pomiędzy punktami stosując metrykę Euklidesa. Średnia stopa błędnego przetworzenia obserwacji była równa [image: image42.png]


 = 0,04, a średni poziom nieufności rozpoznania [image: image44.png]


 = 0,037. Szczegółowe wyniki przedstawiono w tab. 4.3.

Tab. 4.4. Wyniki rozpoznawania sekwencji testowych po estymacji parametrów na podstawie grupowania z nakładaniem przy określaniu odległości pomiędzy: grupami metodą średniej odległości, pomiędzy punktami według metryki Euklidesa

	
	z
	Suma

	
	0
	1
	2
	3
	4
	5
	6
	7
	8
	9
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	20
	20
	20
	20
	19
	20
	19
	20
	20
	20
	198
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	19
	19
	20
	16
	19
	19
	19
	20
	20
	19
	190
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	19
	21
	21
	16
	22
	19
	19
	22
	20
	19
	198


	
	z
	Średnia

	
	0
	1
	2
	3
	4
	5
	6
	7
	8
	9
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	0,05
	0,05
	0
	0,2
	0
	0,05
	0
	0
	0
	0,05
	0,04
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	0
	0,095
	0,048
	0
	0,137
	0
	0
	0,091
	0
	0
	0,037
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	95%
	95%
	100%
	80%
	100%
	95%
	100%
	100%
	100%
	95%
	96%



Zbadano również możliwość dokonania estymacji parametrów modeli wypowiedzi na podstawie wyników grupowania sekwencji uczących hierarchiczną metodą grupowania z nakładaniem. W tym przypadku największą skuteczność rozpoznawania, równą [image: image52.png]


 = 96% uzyskano dla łączenia w grupy metodą średniej odległości i przy określaniu odległości pomiędzy punktami stosując metrykę Euklidesa. Średnia stopa błędnego przetworzenia obserwacji była równa [image: image54.png]


 = 0,04, a średni poziom nieufności rozpoznania [image: image56.png]


 = 0,037. Wyniki doświadczenia przedstawiono w tab. 4.4.

5. PODSUMOWANIE
Podstawą do opracowania metod grupowania sekwencji czasowych była hierarchiczna metoda grupowania. W celu uwzględnienia kolejności punktów sekwencji grupowanie ograniczono tylko do grup sąsiednich. W każdym etapie grupowania połączono dwie najbliżej położone siebie grupy sąsiednie. W wyniku tego otrzymuje się drzewo grupowania, na podstawie którego można otrzymać żądaną liczbę grup albo grupy o zadanych właściwościach. W wyniku zastosowania hierarchicznej metody grupowania rozłącznego sekwencji punktów uzyskuje się grupy rozłączne. Dlatego w hierarchicznej metodzie grupowania z nakładaniem sekwencji punktów umożliwiono połączenie jednej grupy z dwoma sąsiadami pod warunkiem, że są one położone dostatecznie blisko.

Głównym celem przedstawionego w artykule eksperymentu była ocena możliwości wykorzystania metod grupowania sekwencji czasowych do estymacji parametrów modeli HMM. Jako punkt odniesienia przyjęto metodę Bauma – Welcha. W świetle przedstawionych wyników można sformułować następujące wnioski:
· zastosowanie metody grupowania sekwencji czasowych pozwala dokonać estymacji parametrów modeli HMM,
· jakość rozpoznawania mowy przy zastosowaniu modeli uzyskanych na podstawie grupowania obserwacji jest tego samego rzędu, co przy wykorzystaniu metody Bauma – Welcha,
· czas estymacji jest kilkanaście razy mniejszy niż analogiczny czas obliczeń opartych na algorytmie Bauma – Welcha.
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